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Introduccion a las Redes Neuronales



Unidad Sigmoide
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Unidad Sigmoide (a.k.a. Regresion Logistica)

Comportamiento de la Curva
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- Paravalores altos de z, la salida tiende a 1.
- Paravalores bajos de z, la salida tiende a 0.
+Enz =0, el valor es exactamente 0.5.




Ejemplo: Analisis de Sentimiento

Las entradas de ml red son P (Positivas): {buenisima, buena, gusté, linda,
numeros, y la salida también. recomiendoj

N (Negativas): {horrible, divague, mamarracho}

¢ Como hago para representar mi x: = cantidad de palabras de la lista P en el texto

texto mediante numeros? x:z = cantidad de palabras de la lista N en el texto
xs = la palabra “no” aparece en el texto

x: = el signo de exclamacion “I” aparece en el texto
x5 = cantidad de palabras en el texto




Ejemplo: Analisis de Sentimiento

Texto de Entrada

"Escenas traidas de los pelos. No
la recomiendo.”

Pesos & Prediccion

w= [0.5, 0.6, -0.8, 0.3, -0.1]

1 = 0.2497
1 _|_ 6—5[?"(1} Salida Sigmoide (y)

Caracteristicas Extraidas

P (Positivas): {buenisima, buena, gusté, linda,
recomiendo}

N (Negativas): {horrible, divague, mamarracho}

xi1 (palabras de P en texto)= 1
x2 (palabras de N en texto)=0
xs (palabra "no" en texto)=1
x4 (signo "!" en texto)=0

x5 (total de palabras)= 8
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Ejemplo: Analisis de Sentimiento

Texto de Entrada

"Escenas traidas de los pelos. No
la recomiendo.”

Pesos & Prediccion
w= [0.5, 0.6, -0.8, 0.3, -0.1]

1 = 0.2497
1 _|_ 6—5[?"(0 Salida Sigmoide (y)
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Negativas): {horrible, divague, mamarracho}

xi1 (palabras de P en texto)= 1

palabras de N en texto)= 0
palabra "no" en texto)= 1

X2 (
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x4 (signo "!" en texto)=0
X5 (
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Entrenamiento

¢Como aprendo los mejores pesos w?

Conjunto de entrenamiento, ejemplos:

t(1) - y(1)
t(2) - y(2)

t(m) - y(m)

Siendo cada t(i) un texto, cada y(i) vale 0o 1

Representacion de Entrada

Pero de cada ejemplo t(i) extraigo el
vector de features:

x1(1), x2(1), ... x_k() = x(1)

Este vector representa las caracteristicas
numeéricas extraidas de cada texto para el
entrenamiento.



Funcion de pérdida (Loss)

Objetivo de laRed

Necesito una forma de comparar los
valores obtenidos con miredy los
valores esperados.

Para cierto ejemplo x:
VvV = o(x.w)

y es el gold standard (valor real)

Métricade Error

Para estos casos en que y puede tomar
los valores 0 0 1, se suele usar la entropia
cruzada:



Funcion de pérdida (Loss)

Plot de -log(p)

-log(p)

= ipi-[(pi) = ipilog(l/lh') = ipi[—log(pi)] = — ipilog(p,-)
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i logg;

https://qithub.com/pln-fing-udelar/cursos/blob/master/tutoriales/Entrop%C3%ADa-Cruzada.ipynb



https://github.com/pln-fing-udelar/cursos/blob/master/tutoriales/Entrop%C3%ADa-Cruzada.ipynb

Formalizacion del problema

Se suele denominar 6 al conjunto de parametros de una familia de funciones de
aprendizaje automatico (en este caso unared neuronal)

Enelejemplo, nuestro®esw
Entonces la funcion a aprender esy = f(x;0)

Queremos encontrar el conjunto de parametros que haga minimo lo siguiente:

A

j =t . :
6 — argmin % ZLCE (f(x(l), 9)’);(1))
0 i=1




;Como encuentro el minimo de mi funcion de pérdida?

¢Como llegar al fondo del cafion del rio?

01

Observar el entorno
Mirar 360° alrededor de nuestra posicion actual.

02

Evaluar la pendiente

Encontrar ladireccion en que la pendiente es mas
pronunciada hacia abajo.

03

Dar el paso
Caminar con decision en esa direccion.




Visualizacion en una sola dimension

Loss ¢ Should we move

right or left from here?
7

/7




Visualizacion en una sola dimension

Loss 4

slope of loss at wl/

1S negative

So we'll move positive




Visualizacion en una sola dimension

Loss ¢

one step
of gradient

slope of loss at wl//' descent

1S negative

So we'll move positive




En varias variahles: Gradiente

1. El Gradiente

Vector de derivadas parciales que apuntaenla
direccion de maximo crecimiento de la funcion.

2. Descenso por Gradiente

Algoritmo de optimizacion que busca el minimo
de lafuncion de pérdida moviéndoseenla
direccion opuesta al gradiente.

3. Tasa de Aprendizaje (n)

Hiperparametro que define el tamafio del paso
en cadaiteracion del proceso de optimizacion.

Regla de Actualizacion de Pesos

| S n %L(f(x; w),y)

n:Tasade Aprendizaje

Determina la velocidad de ajuste de los pesos. Un
valor muy alto puede causar divergencia; un valor
muy bajo hace que converja mas lentamente



Descenso por gradiente batch versus estocastico

Tres formas de entrenar:

SGD

Gradiente Estocastico

Presenta un unico ejemploa
lavez paracalcularel
gradiente yrealizarla
actualizacion de pesos.

Batch

Entrenamiento Completo

Coloca todos los ejemplos
en una matrizy calculael
gradiente para todo el

conjunto simultaneamente.

Mini-batches

El punto medio

La alternativa que mejor
funciona:

e Seeligeunlotede
ejemplos (ej. 51201024)
para actualizar el
gradiente.

e Serepitecon el siguiente
mini-batch hasta
completar el conjunto.




Resumiendo

Funcion de Entrada

Tenemos una funcion que
tomavalores reales como
entradas parainiciar el
proceso.

Procesamiento

La funcién:

e Multiplicacadaentrada
por un peso.

e Sumalosresultadosy
anade un sesgo.

e Aplicaunafuncionde
activacion (e.g.
sigmoide).

Optimizacion
Para aprender los pesos:

e Calculamoselerror
comparando con
ejemplos conocidos.

e Ajustamos los pesos para
minimizar la pérdida
usando descenso por
gradiente.




Unidad sigmoide - Notacion

Vector de Entrada

Representacion de las caracteristicas de entrada I
del modelo mediante un vector de dimension n. n (1)
zeR" =a"'’ =

Nuestra funcion de activacion

he(z) =a? e R = g(w(;") . a(ll) + w(22) -a(;) +...+wd-all + b))

n

he(z) = a'® € R = g(z?) = g(w'? - z + b?)

Siendo w? los pardmetros de la capa 2, b® un término de sesgo y g(z) la funcién de activacién.




Redes neuronales - Notacion

Generalizando el caso anterior, podemos denotar cualquier red neuronal:

I a,
aV eR*" =z = i o a9 eRrR% = |: = g(W0) . U1 4 p0))

a® = g(2)
=g(W® - a® + b®)

X1




Redes neuronales - Aprendizaje

¢Como aprendemos los pesos? Descenso por gradiente!




Redes neuronales - Aprendizaje

Necesitamos una funcién de pérdida. Las funciones de pérdida tienen algunas
caracteristicas:

01 02 03

Por supuesto, son menores
cuanto mas parecidaesla
salida a cada ejemplo

Pueden calcularse como el
promedio de la pérdida de
cada ejemplo

Solamente dependen de la
ultima capadelared

Cualusarvaadepender de lasalidade nuestrared




Redes Neuronales - Salida multiclase

Clasificacion de mas de dos clases

Queremos que lasalidadelared seauna
distribucion de probabilidad.

Funcion de activacion softmax

e¥i

P(jlr) = S e

Normalizacion

Los valores de los yi corresponden a una

valores de Salida distribucién de probabilidad.

entrada softmax




Clasificacion Multiclase

¢Como queda la funcion de pérdida?

Definicion del escenario

Sitenemos m ejemplos, cadauno con una
categoria entre k clases.

Para cada ejemploy,, inicamente unadelas
clases esla correcta.

Es decir que, en cada caso:
V; = 1,ylos demas son 0

Funcion de Pérdida

La entropia cruzada en este caso se define
como:

N

1 .
Lep=—5 > log(iij)
1=1,y;;=1



Redes Neuronales: Backpropagation

El Problema Dos Pasadas del Algoritmo

Las capas apiladas son composiciones de funciones. Para computar el gradiente, el algoritmo realiza de
Calcular el gradiente implicaria "desplegar" todala manera estructurada dos recorridos fundamentales
funcion e ir derivando respecto a cada parametro, lo por lared:

cual es computacionalmente muy costoso.
1. Forward Pass

Se ejecuta lared hacia adelante para una entrada,
calculando y guardando las salidas intermedias.

2. Backward Pass

Se propaga el gradiente del error desde la capa de
L., . salida hacia la capa de entrada, reutilizando los
La Intuicion de Backpropagation valores previos.

Laidea central es explotar la arquitectura de lared
para partir ""de atras hacia adelante", reutilizando de
forma eficiente los resultados intermedios
(esencialmente, utilizando la regla de la cadena)

Learning internal representations by error propagation. (Rumelhart et al., 1986)




Backpropagation

Grafo de Computacion

La diferenciacion se puede hacer de forma

automatica teniendo un grafo de computacion.

Las operaciones tensoriales se computan mas

rapido en hardware especifico (Ej. GPUs, TPUs).

Seguimos utilizando SGD con mini-batches.

Términos a tener en cuenta

Step
Un episodio de actualizacion del gradiente:

e Aplicarlaredaunmini-batch

e Realizar backpropagationy actualizar los pesos
Epoch
Pasar una vez por el corpus de entrenamiento entero:

e Generalmente implicavarios steps



Resumiendo

Entradas

Tenemos una funcion que
toma valores reales como
entradas.

Procesamiento

Esta funcion multiplica cada
entrada por un peso, suma los
resultados, le agrega un
sesgo, y le aplica una funcion
de activacion (e.g. una
sigmoide), para obtenerel
resultado...

muchas veces, y haciendo que
cada capa tome como entrada
lasalida de la anterior

Aprendizaje

Para aprender los pesos,
calculamos cuanto se
equivoca la funcion
comparando con ejemplos
que conocemos, y ajustamos
los pesos para que ese error (0
pérdida) sea minimo,
utilizando descenso por
gradiente

(y usando backpropagation
para obtener el gradiente)



Sohreajuste

Las redes neuronales son una familia de
funciones con mucha flexibilidad y
capacidad de representacion.

Podemos representar casi cualquier funcion
matemadtica con una sola capa oculta’.

I\ jPor consiguientetiendena
sobreajustar muy facilmente!

Técnicas de Mitigacion

Para combatir el sobreajuste, se
implementan diversas estrategias de
regularizacion:

1. Regularizacion Penalizacién para restringir la
complejidad de los pesos de lared.

2. Dropout Desactivacion aleatoria de neuronas
durante el proceso de entrenamiento.

3. Early Stopping Interrupcion del
entrenamiento al detectar que el error de
validacion deja de mejorar.

" Approximation by Superpositions of a Sigmoidal Function (Cybenko 1989)



Early Stopping

Error
Validation set
E Training set
J
0 Early Number of

stopping iterations

Imagen obtenida de https://paperswithcode.com/method/early-stopping




Hiperparametros

Hiperparametros Comunes

e Learningrate

e Tamanodel mini-batch

e Cantidad decapas

e Cantidad deunidades por capa

e Funciénde activacion de cada capa
e Probabilidad de dropout

e Toleranciade Early stopping

Consideraciones Practicas

... jcada vez habra mas hiperparametros a
optimizar!

Siempre terminamos probando varios
modelos para encontrar la mejor
configuracion.

I\ jimportante! Partir siempre el
conjunto de datos en train, dev y test.



Aprendizaje de Representaciones

La redes neuronales tienen la capacidad de aprender representaciones intermedias en las
capas ocultas a partir de los datos. Estas representaciones (atributos), que no aparecieron
en forma de atributos explicitos en la entrada, son sin embargo aprendidas y capturan
propiedades de las instancias de entrada. Mostraremos un ejemplo muy sencillo, tomado
del libro de Tom Mitchell.

Input Hidden Output
Values
10000000 — .89 .04 .08 — 10000000
01000000 — .15 .99 99 — 01000000
00100000 — .01 .97 .27 — 00100000
00010000 — 99 .97 .71 — 00010000
00001000 — .03 .05 .02 — 00001000
00000100 — .01 .11 .88 — 00000100
00000010 — .80 .01 .98 — 00000010
00000001 — .60 .94 .01 — 00000001

FIGURE 4.7

Learned Hidden Layer Representation. This 8 x 3 x 8 network was trained to learn the identity
function, using the eight training examples shown. After 5000 training epochs, the three hidden unit
values encode the eight distinct inputs using the encoding shown on the right. Notice if the encoded
values are rounded to zero or one, the result is the standard binary encoding for eight distinct values.




Arquitecturas Encoder-Decoder y
Transformers




Arquitectura Encoder-Decoder

Una red compuesta por dos subredes:

Decoder Context vector

Red que decodifica (y “Embedding” detodala
construye) la salida secuenciade entrada

Encoder
Red que codifica la entrada




Encoder-Decoder token de fin de

secuencia
context vector Decoder
o .
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N / \I 7 \I )
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(output is ignored during encoding) - A : A : A : A : 4
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Encoder

debido a que la influencia de c sobre la
decodificacion de la secuencia puede ir
disminuyendo, se suele incluir en cada paso




Encoder-Decoder: entrenamiento

1. Datos de Entrada

Se entrenan con pares de
secuencias (entrada —
salida).

Por ejemplo, corpus paralelos
en traduccién automadtica:
oraciones origen en inglésy
destino en espafiol.

2.FlujodeRed

La red encoder codificala
entrada, seignoran las
salidas intermediasy se
mantiene solo el vector de
contexto.

Apartir del vectorde
contexto se decodificala
salida con el decoder de
forma autorregresiva.

3. Optimizacion

Se entrena end-to-end,
minimizando el loss de
acertar alas palabras
correctas.

Se utiliza teacher forcing al
entrenar la decodificacion
delasalida.



Mecanismo Atencional

attention
weights
(87 i
hidden he, » he, > he, » he,
layer(s) T T T T
X1 X2 X3 Xn
N -
——

Encoder




Transformer

Limitacion de las RNNs

Las RNNs obligan a procesar una palabra
después de otra en orden, creando un cuello
de botella secuencial.

Transformer

Libera esta restriccion procesando todo en
paralelo, permitiendo entrenar con

volimenes masivos de datos.

Mayor velocidad y mejor captura de dependencias a
larga distancia.

1. Self-attention / Autoatencion
Relaciona cada palabra con el resto.

2. Conexiones residuales
Facilitan el flujo de gradientes en arquitecturas profundas.

3.Embeddings posicionales
Inyectan lainformacion del orden que el paralelo omite.

4. Masked attention y Cross-attention
Controlan ydirigen el flujo de informacion en la red.



Mativacion
Los transformers son capaces de crear embeddings contextuales (no son los
nicos):

Ejemplo (Inglés) En Espafiol

"The chicken didn’t cross the road "El pollo no cruzo la calle porque estaba
because it was too tired." muy cansado."

"The chicken didn’t cross the road "El pollo no cruzoé la calle porque estaba

because it was too wide." cortada."




Mativacion

¢Qué esperamos que pase con el mecanismo de atencion en estos casos?
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Mascara causal de Self-attention

El mecanismo esigual, pero agrega un enmascaramiento para no ver palabras

futuras.

q1-ki

—00

—00

—00

Self-Attention
Layer

q2-k1

q2-k2

—00

—00

q3+k1

q3-k2

q3-k3

—00

q4-k2

q4-k1

q4-k3

q4-k4




Next token long and thanks for all
t ) ) ) 4
Language @ ) [)[ \
Modeli ng loghs logit= its logits logits
U U U U U
e () (G (G )\ ) (G,
(e —  (— ——— AW—)
S
——
Tranz?oremer é —L —L —L —t—
BIOCkS [« ] | ——] [———— ] [ ———]
—_/
x3 x4 [ x5 |
Input X <14
Encoding E E
Input tokens So long and thanks for

The architecture of a (left-to-right) transformer, showing how each input token
get encoded, passed through a set of stacked transformer blocks, and then a language model
head that predicts the next token.




Codificacion de |a entrada

1. Tokenizacion

La representacion del texto de entrada es mediante
tokens (BPE, word-piece, otros...).

2. Embeddings de Entrada

Al entraralared, esos tokens pasan por una capade
embeddings para obtener sus representaciones
vectoriales.

VI

00001J00...

0000

0000000...

00[1]o

11000000...

0000

N [coodipo..

0000]

¢Qué pasa con el orden?

@ Pero tenemos un problema extra...




Codificacion de |a entrada

Hasta este punto no hay nocion de orden en la entrada.

Ni hay una recurrencia que “imponga” orden procesando de a uno.

Solucion para los Transformers:

“Aumentar” cada xi para que incluya una representacion de su posicion.

>Embeddings posicionales

(

Transformer Block

X = Composite
Embeddings
(word + position)

Word &
Embeddings |@ .

Position
Embeddings

Janet



Output
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Transformer Encoder-Decoder

N
Encoder Decoder
El encoder crea una representacién para « Al decoder loinicializamos con un token <S>
cada token - Usa masked-attention para codificarlo
- Y cross-attention para combinar ese token con el
resultado del encoder
« Lo cual produce comoresultado el primer token de
salida...
- ...yrepetimos el proceso para decodificar el resto
yrep P P
J
& Decoder
i A7 o a
p _ cross-attention llego | la | bruja i verde i </s>
I N R S A N B
e =Ei§=,_,f§}EE_,r§
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Ahora si lo divertido...

Construyamosy entrenemos un encoder-decoder basado en
Transformers...




Usando el modelo...




Usando el modelo...

Aottt o

h o | a <EOS>




Usando el modelo...

YyYyVvYyYYy

Aottt o

h o | a <EOS> <BOS>




Usando el modelo...

0.02]
0.01
09 | h

YyYyVvYyYYy
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Usando el modelo...

0.02]
0.01
09 | h

YyYyVvYyYYy

Al

h o | a <EOS> <BOS> h




Usando el modelo...

0.02] 0.1

0.01 08|o

09 | h |0.01

YyYyVvYyYYy

Al

h o | a <EOS> <BOS> h




Usando el modelo...

0.02] 0.1 0.75] <EOS>
0.01 08 |o 0.15

09 | h |0.01 0.03

YyYyVvYyYYy

Aottt o

h o | a <EOS>




Entrenando el modelo...




Entrenando el modelo...

Aottt o

h o | a <EOS>




Entrenando el modelo...

YyYyVvYyYYy

At b debdts

h o | a <EOS> <BOS> h o .. @




Entrenando el modelo...

0.17] [o0.08] (0.05]

0.06 0.04 0.22
0.24 0.02 0.12

YyYyVvYyYYy

Aottt o

h o | a <EOS>




Entrenando el modelo... h o <EOS>

Cross-entropy loss * * *
0.17]  [0.08] 0.05)
0.06 0.04 0.22
0.24 0.02 0.12

YyYyVvYyYYy

Aottt o

h o | a <EOS>




tgt_out

Entrenando el modelo... h o <EQOS>
Cross-entropy loss * * *
0.17] [o0.08] (0.05]
0.06 0.04 0.22
0.24 0.02 0.12

YyYyVvYyYYy

h o | a <EOS>

src_ids




Construyendo el minibatch...

Supongamos que el minibatch tiene las siguientes palabras:

hola<EOS>
pez<EOS>

perro<EOS>




Construyendo el minibatch...

Supongamos que el minibatch tiene las siguientes palabras:

id
hola<EOS> ———— 5 [11, 19, 15, 4, 2]
src_ids
pez<EOS> > [20, 8, 30, 2]
src_ids

perro<EOQS> > [20, 8, 22, 22, 19, 2]




Construyendo el minibatch...

Supongamos que el minibatch tiene las siguientes palabras:

id
hola<EOS> ———— 5 [11, 19, 15, 4, 2]
src_ids
pez<EOS> > [20, 8, 30, 2]
src_ids
perro<EOQS> > [20, 8, 22, 22, 19, 2]

Necesitamos una matriz que contenga todos los ejemplos, uno por fila:
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src_ids
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Construyendo el minibatch...

Supongamos que el minibatch tiene las siguientes palabras:

id
hola<EOS> ———— 5 [11, 19, 15, 4, 2]
src_ids
pez<EOS> > [20, 8, 30, 2]
src_ids
perro<EOQS> > [20, 8, 22, 22, 19, 2]

Necesitamos una matriz que contenga todos los ejemplos, uno por fila:

(11 19 15 4 2 2| Ccarmos <PADS 11 19 15 4 2 0]
228 302 ? ? > 228 302 0 0
20 8 22 22 19 2 20 8 22 22 19 2

Lo mismo para tgt_in y tgt_out




