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¿Por qué Multimodal?
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¿Qué es multimodal?

Las modalidades pueden referirse a los sentidos humanos
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Antecedentes: Multimodalidad

Inteligencia Humana e Inteligencia Artificial, recogen y procesan la

información antes de tomar una decisión

Figure 1: Usamos la multimodalidad en la vida cotidiana, aśı es como los

humanos se comunican
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¿Por qué debeŕıa importarle a una audiencia de NLP?

La versión corta

Todo LLM reciente considerado un “avance” se está convirtiendo

silenciosamente en un modelo multimodal: GPT-4o, Gemini, Claude,

Llama 4, Qwen-VL/Audio, ...

• El texto ya no es la única entrada/salida de un modelo de lenguaje

• Los trucos que nos trajeron hasta aqúı (tokenización, alineación,

instruction-tuning) son los mismos trucos de NLP, solo aplicados a

otras señales

• Los agentes multimodales, los sistemas de RAG y de razonamiento

necesitan cada vez más anclar el lenguaje en visión, audio, sensores,

...

Hoy: cómo se fusionan las modalidades, cómo medimos lo que

realmente comparten, dos maneras de conectar una modalidad a

un LLM, y hasta dónde se puede estirar la definición de

‘modalidad’
5



Antecedentes: Multimodalidad

• Lenguaje: el contenido verbal

contiene palabras, pero también

pragmática y sintaxis

• Visión: gestos, expresiones fa-

ciales, mirada, lenguaje corporal,

...

• Habla: prosodia, expresiones vo-

cales, ...

Pero también: tacto, fisiológico (ECG), móvil (ubicación), social (amigos

en una red)...
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Evolución de los modelos fundacionales de texto

y mas
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Evolución de los modelos fundacionales de texto y mas
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Las modalidades son heterogéneas . . . pero interconectadas

Pero también están interconectadas (Efecto McGurk):

https://www.youtube.com/watch?v=2k8fHR9jKVM 8

https://www.youtube.com/watch?v=2k8fHR9jKVM


Complementariedad

Diferentes modalidades pueden ser consensuales, complementarias, una

puede ayudar a reforzar a la otra, etc...
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Fusión: de Temprana/Tard́ıa a

Compuertas Aprendidas
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Evolución de los modelos fundacionales de fusion
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Representación y Codificación

Encoding

Historicamente: extraer descriptores expertos de audio/imagen/texto.

Hoy dia: a red pre-entrenado codifica cada modalidad (CNN por

imagenes, word embedding por el texto, ...)
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Fusions Basicas: Early vs Late

• Fusión temprana:

antes del proce-

samiento

• Fusión tard́ıa:

después de la

predicción

Históricamente

Cuando los descriptores se extráıan manualmente, la fusión de la

representación unimodal ocurŕıa antes o después del procesamiento por

un modelo. Hoy en d́ıa, son grandes redes las que extraen las

caracteŕısticas y las fusionan internamente.
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Fusiones basadas en Modelos: Fusión Basica

• Fusión aditiva:

• Fusión multiplicativa:

• Fusión bilineal:

Recuerda: ¡Los datos ya tienen las interacciones en śı, el modelo solo

intenta aprenderlas! More complex fusion modules exist (tensor fusion),

but watch the parameter count! [15, 28, 8, 14, 17]
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Cross-modal Attention & Gating

Attention-like gating mechanisms, and in particular cross-modal

attention, let a model focus on the right part of each modality when

looking for something specific.
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Cross-modal Attention & Gating

Attention-like gating mechanisms, and in particular cross-modal

attention, let a model focus on the right part of each modality when

looking for something specific.

Figure 2: Cross-modal gating attention [2]

Se puede ver como una forma de:

• prevenir que señales no deseadas se propaguen hacia adelante

(negativo; compuerta)

• seleccionar la señal preferida para avanzar (positivo; atención) 15



Fusion basada en transformers
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Evolución de los modelos fundacionales de fusion
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Fusión usando Transformers

Al final, la arquitectura de transformers funciona bien para fusionar las

diferentes modalidades, incluso si sus datos en bruto son muy diferentes.
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First LMMs: VilBERT
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First LMMs: VilBERT

El modelo VilBERT tiene capas de transformador con atención cruzada,

usando queries y keys/values de diferentes modalidades, permitiendo

interacción entre las modalidades dentro de las capas. [18]
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First LMMs: ViLT

Vision Language Transformer no usa ninguna CNN para codificar la

imagen, mostrando que ¡aplanar la imagen antes de las capas del

transformador es suficientemente bueno! [10]

Usa tres pérdidas, similar a lo que vimos antes.
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Cuantificando Interacciones:

Descomposición de Información

Parcial
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¿Cuánto comparten realmente las modalidades?

Acabamos de ver cómo fusionar modalidades – pero ¿cómo sabemos

cuánta interacción hay para explotar, en primer lugar?

Descomposición de Información Parcial (PID)

Descompone la información que dos modalidades X1,X2 dan sobre una

tarea Y en cuatro componentes no negativos [12]: I = R+S +U1+U2

• Redundancia R: información disponible desde cualquiera modalidad

• Unicidad U1, U2: información disponible desde una sola modalidad

• Sinergia S : información emergente si se leen de forma conjunta
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Lo que PID nos dice en la práctica

• Ahora existen estimadores escalables para representaciones continuas

de alta dimensión [12]

• Emṕıricamente: la mayoŕıa de los métodos de fusión actuales son

mucho mejores explotando la redundancia que la sinergia: CLIP

optimiza la Información Mutua [21]

• CoMM [?] mejora CLIP, permitiendo modelar mejor la sinergia
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Generalistas Multimodales

Centrados en LLM
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Evolución de los modelos fundacionales de fusion
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Basados en LLM: Encoders congelados

• Aprender embeddings de

imagen alineados con un

modelo de lenguaje

congelado

• Objetivo: codificar

imágenes en el espacio de

embedding de palabras

de un LLM

• El LLM debe generar

captions para esas imágenes

• Muy bueno en few-shot

Figure 3: Ejemplos few-shot del modelo llamado Frozen [26]
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Basados en LLM: Flamingo

Figure 4: Flamingo fue el primer LMM que puede conversar con un humano [1]

• Partes entrenadas desde cero, otras preentrenadas y congeladas

• Mecanismo de compuerta cruzada

• Texto intercalado con imágenes

27



Basados en LLM: Flamingo II

Figure 5: Mecanismo de atención con compuertas de Flamingo

Las capas del LM están congeladas para preservar la calidad obtenida de

un pre-entrenamiento muy grande.
28



Basados en LLM: xGen-MM (BLIP3) I

Figure 6: BLIP 3 usa encoders congelados, pero ahora se apoya únicamente en

la tarea de Modelado de Lenguaje. Modelos disponibles aqúı 29

https://huggingface.co/papers/2408.08872


Basados en LLM: xGen-MM (BLIP3) II

Figure 7: El conjunto de entrenamiento de BLIP3 contiene datos multimodales

entrelazados (mezcla de secuencias de imágenes y texto) de contenido muy

diverso 30



Basados en LLM: Large Language and Vision Assistant

(LLaVA)

• Modelo open-source

basado en LLaMA,

adaptándolo a datos

multimodales [16]

• Matriz de proyección

desde la imagen

suministrada usando

CLIP y alimenta a

LLaMA

• Pre-entrenamiento de

la matriz de proyección,

luego fine-tuning

añadiendo los pesos del

LLM

• Posible usar RLHF [24]
31



Tokenizacion
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Evolución de los modelos fundacionales de fusion
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Hoy, todo es un token discreto!

Tokenes de Vision [5]:

Tokenes de Habla [30]:
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AnyGPT [29]

Permite de usarlos en un LLM para que sea multimodal!
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Ayuda a mejorar los agentes! [11]

Usando VQ-VAE, es posible de encontrar un codebook de expresiones

faciales y gestos. Hicieron una tokenizacion!

Vieron que el agente tiene un comportamiento social mas adaptados!
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Como aumentar un LLM sin muchos datos? [3]

Elijemos los tokenes de audio los mas importante por una tarea

especifica, y entrenamos un LLM a usarlos. Mejora en tareas de

detección de falacias, de emociones y sentimiento. 37



Modelos Omni [27]

Basado en Qwen2.5 [25], el modelo se afina (fine-tuning) sobre datos

secuenciales multimodales.
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Modelos Omni [27]

Basado en Qwen2.5 [25], el modelo se afina (fine-tuning) sobre datos

secuenciales multimodales.
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Ampliando la Frontera de las

Modalidades

39



Modalidad #1: el olfato

Algunas modalidades son más fáciles de digitalizar, como el texto, la

imagen o el audio. El olfato no cuenta con la infraestructura madura de

sensores/datasets que śı tienen la visión o el habla.
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Modalidad #1: el olfato

Algunas modalidades son más fáciles de digitalizar, como el texto, la

imagen o el audio. El olfato no cuenta con la infraestructura madura de

sensores/datasets que śı tienen la visión o el habla.

SmellNet contiene alrededor de 828.000 puntos de datos de series

temporales a través de 50 sustancias, abarcando frutos secos, especias,

hierbas, frutas y verduras [4]. 40



Modalidad #2: el tacto social [19]

• El tacto social ayuda a difuminar los ĺımites entre agentes virtuales

controlados por computadora y por humanos [7]

• Datasets egocéntricos con sensores de tacto de grano fino [23]
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Modalidades #3: ¿son los datos satelitales realmente “una im-

agen”?

Postura: los datos satelitales / de teledetección debeŕıan tratarse como

su propia modalidad distinta, no solo como otro dominio de imagen [22]

• Canales más allá del

RGB: multiespectral,

SAR, elevación, clima

• Invarianzas diferentes:

Rango de escala

enorme (un bote vs. un

glaciar), estructura

temporal de revisita

• Series temporales multimodales: si lo óptico es visión, entonces el

SAR es tacto

• El preentrenamiento imagen-texto a escala web no se transfiere gratis
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Modalidad #4: Integrar datos de Grafos [6]

Un GNN encodea el Grafo de Conocimiento (Knowledge Graph: KG) en

el espacio de los embeddings del LLM. 43



Caso de uso: Conocimiento Cultural Latino Americano [20]

Enseñarle a un LLM conocimiento nuevo y espećıfico de una región

mediante datos de entrenamiento es dif́ıcil: cola larga, catastrophic

forgetting,... Los KG dan control fino sobre qué entra al contexto, con

más explicabilidad y facilidad de actualización.
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Caso de uso: Conocimiento Cultural Latino Americano [20]

Figure 8: Dataset LatamQA [9]

• Qwen2.5-3B-Instruct

• Embedding de

jinaai/jina-embeddings-v3

• GRAG y RAG superan el

modelo Vanilla

• GRAG menos costoso y KG

mas simple a manipular

CaZero-shot RAG KGGen+G-Retriever

0.6017 0.9338 0.9141
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Nuestros trabajos en curso
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Datos Humanos y Satelitales hacia un Modelado General

Sofia Callejas, Giovanni Castiglioni, Benjamin Farias, Nahuel Gomez 47
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Cierre
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¿Quieres aprender más sobre ML Multimodal?

¡El excelente curso Multimodal Machine Learning de CMU, hecho por LP

Morency y Paul Pu Liang, te llevará lo más lejos posible!

https://www.youtube.com/@LPMorency/videos

También puedes revisar estos art́ıculos incréıbles [15, 13]. Y estas charlas

sobre Fundamentos de la representación multimodal y

Fundamentos de AI multisensorial de alta modalidad

49

https://www.youtube.com/@LPMorency/videos
https://youtu.be/ybJXOtJNpNw?feature=shared&t=82
https://youtu.be/n1OaYHnzCuE?feature=shared&t=52


Preguntas?
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